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REZUMAT: In prezent economia mondiald este caracterizati de turbulente datoritd recentei crize
economice care a afectat majoritatea tarilor mai putin zona asiatica (China, India, Japonia). China a fost
motorul care a reusit sa absoarba resursele mondiale si sa le redistribuie facand posibild evitarea unui
dezastru economic mondial. Pentru a incerca sa se prevada si sa se previna astfel de efecte la nivel
economic mondial in prezent se utilizeaza diferite softuri bazate pe fuzzy logic, retele neuronale,
inteligentd artificiala, algoritmi genetici sau mix-uri (Matlab, Visual Gene Developer, JAVA Network
Simulator, Genetic Pattern Finder, etc.). Ideea de a utiliza aceste softuri pentru a prognoza evolutii
economice a plecat de la utilizarea softurilor pentru a prognoza vremea, unde s-au obtinut prognoze ale
vremii destul de precise (traiectorie, intensitate, timp de manifestare, locul unde se sfarseste).

CUVINTE CHEIE: retele neuronale, predictie, visual gene developer, indicele preturilor de consum,

Indicele preturilor productiei industriale

1 INTRODUCERE

Avand in vedere evolutia discontinud a
economiei roménesti, am urmdrit sd realizez o
prognoza a cifrei de afaceri a S.C. Black Sea
Suppliers S.R.L. utilizdnd un soft bazat pe retele
neuronale (Visual Gene Developer) si sd obtin o
eroare cat mai micd posibil. Obiectivul a fost
(trei intrari cu sase componente fiecare, o iesire cu
doud componente, rata de invitare si numir de
noduri pe strat — constante). Aceste predictii au fost
realizate pe baza de iteratii succesive pand in
momentul in care a fost atinsd prognoza cea mai
bund (eroarea cea mai micda). De asemenea am
urmadrit sd obtin aceleasi rezultate utilizdnd intre unul
si trei straturi ascunse.

2 STADIUL ACTUAL

Retelele  neuronale artificiale (RNA) sunt
recunoscute ca modele dominante (paradigme) ale
Inteligentei Artificiale (IA) [Tiponut & Caleanu,
2002].
Principalele tipuri de retele neuronale artificiale

sunt:

% RNA de tip perceptron;

% RNA bazate pe functii radiale;

% RNA recurente;

& RNA cu auto-organizare;
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De asemenea sunt utilizate si modalitati hibride de

implementare a RNA 1n conjunctie cu alte

paradigme ale inteligentei artificiale cum ar fi:

+ Logica fuzzy;

» Algoritmii genetici;

% Invitarea prin intrire;

Principalele tipuri de arhitecturi RNA sunt:

» RNA feedforward (cu propagare inainte) —
total sau partial conectate;
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b) partiai conectata
Fig. 1 RNA feedforward

» RNA feedback (recurente, cu propagare

a) total conectata

inapoi);

Fig. 2 RNA feedback

Exista o mare diversitate de opinii in ceea ce
priveste modul de clasificare al algoritmilor si
tipurilor de invatare. In Fig.3 se prezinti o sintetiza
a principalelor directii.

Perceptronul multistrat (RNA-MLP,
Multilayer Perceptron), figura 3, reprezintd o
generalizare a perceptronului simplu fiind un RNA
de tip feedforward (cu propagare inainte a
semnalului) compusa din:

v' un strat de intrare;
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v" unul sau mai multe straturi ascunse;
v’ strat de iesire.

INTRARI
IESIRI

Strat de

intrare ascunsor.l ascunsnr.2  1€3€

Fig. 3 Perceptron cu doui straturi

Strat de Strat Strat

Numarul optim de straturi ascunse si de
neuroni/strat ascuns este dificil de precizat apriori
[Tiponut & Caleanu, 2002].

Existd anumite estimari, cum ar fi cele ale lui
Kolmogorov (1957), care precizeazd ca pentru
aproximarea unei functii de n variabile, ar fi
necesari #-(2-n+1) neuroni in primul strat

ascuns si, in cazul utilizérii a doud straturi ascunse
(2n+1) neuroni. Cercetdri mai recente au aratat insa
ca aceste estimari nu conduc intotdeauna la o solutie
optima [3].

In general, un singur strat ascuns e suficient
pentru rezolvarea majoritatii problemelor. in mod
exceptional, se pot folosi doud, cel mult trei straturi
ascunse. De regula, numarul de neuroni aferenti
straturilor de intrare respectiv iegire este dictat de
natura aplicatiei. Neuronii structurilor ascunse au
rolul foarte important de a detecta trasaturile,
legitatile, regularitatile continute in tiparele de
antrenament.

Un numadr prea mare de neuroni ascunsi/strat
influenteazd 1n mod negativ capacitatea de
generalizare a RNA. Totodatd conduce la sporirea
volumului de date care urmeaza a fi procesat si deci
la o duratd sporita pentru etapa de antrenament. Un
numar prea mic de neuroni nu este suficient pentru
formarea unei reprezentari interne a datelor adecvata
si poate conduce la o eroare medie patraticd mare pe
parcursul epocilor de antrenament si implicit la o
eroare mare corespunzatoare nu numai datelor de test
ci si celor de antrenament. In concluzie, numarul
optim de neuroni ascunsi se va determina
experimental.

2.1 Modele de neuroni artificiali

Sunt cunoscute mai multe modele de neuroni
artificiali, precum [2]:

A. Neuronul static - este cel mai simplu
model de neuron artificial; este alcatuit
dintr-o unitate de procesare tipica pentru
o retea neuronald artificiald. Fiecare
intrare are asociati o pondere a
conexiunii, exprimatd ca w; unde i este
unitatea destinatard, iar j este unitatea
emitatoare. Unitatea de procesare are mai

multe intrari §i o singurd iesire care se
poate raspandi la multe alte unitati din
retea. Semnalul de intrare primit de
unitatea i de la neuronul ;j este notat cu x;.
Aceasta valoare reprezinta iesirea nodului
J, 1ar iesirea unitatii i este etichetata xi.

B. Neuronul McCulloch — Pitts (MCP) -
este primul model formal al neuronului
artificial care poate fi modelat ca un
dispozitiv cu mai multe intrari, neliniar,
cu conexiuni ponderate wij. Cel mai
simplu model al unui neuron artificial
sumeaza cele n intrari ponderate §i trimite
rezultatul printr-o neliniaritate la iesire.

i
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% lé iegirea

corpul celuled
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sinapse
Fig. 4 Modelul structural al neuronului
McCulloch - Pitts

v =Y iji'xi+‘9j (D

% ¥ este functia de limitare sau prag, numita
si functie de activare sau functie de functie
de transfer neliniara;

6 este un prag extern numit offset sau bias
corespunzator unitatii bias fictive;

wy; sunt  ponderile  sinaptice  ale
conexiunilor; xi sunt intrarile unitatii de
procesare;

% 5 este numirul de intrdri ale unititii de
procesare;

%y este iesirea unitatii de procesare;

Neuronul artificial formal este caracterizat de

neliniaritatea sa si de offsetul §j. Modelul utilizeaza
ca functie de activare functia prag binard, care
poate fi inlocuita de o functie neliniard mai generala
iar la iesirea neuronului poate lua valori intr-un set
discret {-1,1} sau {0,1} sau poate varia continuu,
intre doua valori limitd ymin si ymax, cu conditia
ymax> ymin.

C. Neuronul dinamic - este cea mai
completd reprezentare a neuronului ca
element de baza al unei RNA. El contine
trei componente: un sumator ponderat, un
sistem liniar dinamic si o functie
neliniara de iesire. Sistemul liniar
dinamic este de tip SISO (Single Input
Single Output) si are rolul de a imprima
neuronului o anumitd comportare
dinamica.
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D. Neuronul Fukushima — este caracterizat
de faptul cd ponderile sinaptice pot lua
valori pozitive, negative sau zero. La
acest model toate ponderile si toate
semnalele de  intrare/iesire sunt
nenegative iar intrarile §i ponderile
sinaptice corespunzatoare sunt separate in
doud grupe: excitatorii @, si inhibitorii

v
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sinapse

Fig. 5 Modelul structural al neuronului Fukushima

Iesirea neuronului este descrisa de relatia:
1+ Za/, X,
v, = N i=1

1+ ib” -V,
2)

Ponderile sinaptice sunt in general variabile pe
parcursul procesului de autoorganizare a unei retele
neuronale.
E. Neuronul ADALINE (Adaptive Linear
Element) - este folosit ca un dispozitiv
logic antrenabil: poate fi antrenat pentru a
realiza diferite functii logice, ajustdnd in
mod adecvat ponderile sinaptice. Un
singur dispozitiv ADALINE este capabil
sa realizeze o gama redusa de functii
logice - functii logice liniar separabile
(AND, NOT, OR).
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Fig. 6 Modelul structural al neuronului ADALINE

Dispozitivul este compus din doud parti: un
element de combinare liniar adaptiv, care este
blocul fundamental pentru multe sisteme adaptive,
conectat in cascada cu un cuantizor cu doud niveluri
(functie de activare prag).

Este esential faptul ca ponderile sinaptice sunt
variabile in mod continuu; ele pot lua wvalori
pozitive sau negative, de obicei fiind optimizate
astfel incat saminimizeze o functie de eroare.

adaptiv semnal de eroare

2.2

II.

III.

Iv.

Tipuri si algoritmi de instruire

Conform Tiponut & Caleanu, 2002, avem:
Invitarea de tip supervizat. Este
caracterizatd de prezenta unui supervizor
care cunoaste cu exactitate modul de
asociere al intrarilor RNA cu iesirile
acesteia. Parametrii RNA sunt modificati
sub influenta combinata a vectorilor de
antrenament si a semnalului de eroare
(diferenta dintre raspunsul dorit si cel
actual). Scopul final al algoritmului de
antrenament este ca RNA sa emuleze,
optim in sens statistic, supervizorul.
Invitarea de tip nesupervizat (cu
autoorganizare). Este caracterizatd de
absenta unui semnal sau supervizor care sa
aprecieze corectitudinea asociatiilor intrare-
iesire. RNA va descoperii singura legitatile
continute in datele de intrare printr-o
reprezentare internd adecvatd a trasaturilor
vectorului de intrare.

TIPURI DE INSTRUIRE
|

! } ]

SUPERVIZATA NESUPERVIZATA PRIN INTARIRE
(CU AUTOORGANIZARE)

HEBBIAN COMPETITIV

CORECTIA  BOLTZMAN
ERORILOR  (STOCHASTIC)

| Alzoritmi

|

WIDROW-HOFF
(LMS sau REGULA DELTA)

Fig. 7 Tipuri si algoritmi de instruire

_ PROPAGAREA
INAPOI AERORII

Invatarea prin  intdrire.  Urmareste
maximizarea unei marimi scalare (indice de
performantd sau semnal de intarire) in urma
unei actiuni efectuate de catre sistemul
supus Invatarii. Dacd modificarile aduse
conduc spre o stare mai bund decat cea
precedentd, tendinta sistemului de a
produce acea actiune particulard este
intarita.

Algoritmi de invdgare bazafi pe corectia
erorii. Scopul algoritmilor bazati pe
corectia erorii este de a minimiza functia
de cost utilizand ca si criteriu eroarea
patraticA medie - care urmareste
minimizarea valorii medii patratice pentru
suma erorilor patratice aferente stratului de
iesire al RNA.

Algoritmi de invitare de tip Boltzmann.
Masina Boltzmann opereaza prin alegerea
aleatoare a unui neuron si schimbarea starii
acestuia. Astfel schimbarea ponderilor se va
face tinand cont de corelatiile dintre starea

neuronului “i” §i cea a neuronului *j”.
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VI.  Algoritmi de invatare de tip hebbian.
Conform postulatului lui Hebb, modificarea
ponderii sinaptice wy; este dependenta de
activitatea presinaptica si postsinaptica.

VII.  Algoritmul de invatare de tip competitiv.
Este caracterizat de competitia Intre
neuronii de iesire ai RNA, céastigatorul
acesteia urmand sia fie activat. Spre
deosebire de RNA care se bazeaza pe
algoritmi de invatare de tip hebbian si la
care existd posibilitatea ca mai multi
neuroni sa fie activi simultan, la RNA
bazate pe algoritmi de invatare de tip
competitiv doar un singur neuron este activ
la un moment dat. Fiecare neuron al unei
astfel de RNA va deveni specializat, in
urma  procesului de Invidtare, in
recunoasterea unei anumite trasaturi
prezenta in datele de intrare.

2.3 Retele neuronale recurente

2.3.1 RNA total recurente de tip Hopfield

Retelele neuronale de tip Hopfield reprezinta retele
recurente, simetrice, total conectate si fara
autoasocieri [Constanta Bodea, 2002].

Simetria conexiunilor se exprima prin egalitatea:

W, =W, 3)

unde I, reprezintd unitdti din retea, iar w
matricea intensitatilor conexiunilor din retea.

Lipsa autoasocierii se exprima prin:

w, =0 4)
O retea neuronald recurentd se afld intr-o stare
stabild atunci cand neuronii din retea actioneaza

unii asupra celorlalti, fard a determina schimbarea

valorilor de activare ale unitatilor.
Y]

~

.
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Fig. 8 Retea Hdpﬁeld cu patru noduri

Stabilitatea reprezintd proprietatea unei retele
neuronale recurente de a se stabiliza (de a atinge o
stare stabild) indiferent de starea initiald. Au fost
definite mai multe teoreme de stabilitate: Cohen-
Grossberg, Kosko, Abam. Cohen si Grossberg au
demonstrat ca retelele neuronale recurente sunt
stabile dacd si numai dacd sunt indeplinite (3) si (4).
Poate fi vazutd ca o memorie asociativa sau ca o
memorie adresabild prin continut, a carei functie
principala este regasirea tiparelor stocate in
memorie, ca raspuns la prezentarea unui tipar

4

incomplet sau contaminat cu zgomot [Tiponut &
Caleanu, 2002].

Fiecare neuron, de tip McCulloch-Pitts, al RNA
Hopfield (Fig.8) este caracterizat prin una din cele

doua stari posibile: activ §; =1 si inactiv s, =—1,
unde starea neuronului este definitd de vectorul:
T
s=[s1,sz,...,sN] 4)
iar potentialul intern al neuronului ; :
+1 d >0
¢ = aca V, > (6)
|1 daca v; <0

unde 91‘ reprezinta pragul neuronului.

Neuronul ; 1isi modifica starea conform urmatoarei
reguli:

v =250, 0

in functionarea RNA Hopfield se realizeazi in doua
etape:
1. Faza de memorare descrisa de ecutia:
1

P
iji.zg,uf'fyi unde Wii:o’(v)i
J N = > ’

(®)
Din ecuatia de calcul pentru ponderile RNA se
constatd urmatoarele:
iesirea fiecarui neuron se constituie in intrare
pentru toti ceilalti neuroni ai retele;
% nu existd autoexcitatie (“self-feedback™), adica
w, =0,(V)i;
% matricea ponderilor RNA este simetricd (3)
adica influenta exercitatd de neuronul i asupra
neuronului j este egald cu influenta exercitata

de neuronul j asupra neuronului 7.

2. Faza de utilizare
Procesul de regasire se desfasoara in mod dinamic:
fiecare neuron al retelei, in mod aleator ales,
estimeazd propriul potential de activare si 1si
stabileste starea finala. Acest proces asincron
(serial) de modificare a starilor se va opri In
momentul in care vectorul de stare nu se va mai
modifica. Aceasta inseamnd cd RNA Hopfield a
produs un vector de stare y invariant in timp, ale

carui elemente satisfac conditia de stabilitate:

v, =sgn[iwij Y —91) unde j=12,.,N
i=l (9)
Vectorul de stare y este denumit stare stabild a
spatiului fazelor sistemului.

Un model selectie-mutatie determinista in abordarea
spatiu secventd este studiat in [Tini, 2006] prin
identificarea genotipurilor cu secvente de doud
litere. Pot aparea praguri de eroare datoritd modului
de alegere a selectiei-mutatie. Spre deosebire de alte
studii ale modelului Hopfield, lucrarea prezinta
sistemul comportamentul pragului de eroare nu
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pentru toate functiile care prezintd finete In
prelucrarea datelor, ci numai pentru anumite valori
ale parametrilor. Finetea unei secvente nu este
determinatda numai de numarul de mutatii
comparativ cu o secventd de referinta, ci de numarul
de secvente predefinite [Hopfield, 1982].

Cu toate acestea, atunci cand prezic molecule
native, modelul nu este Intotdeauna corect si metoda
euristica a retelei Hopfield nu este intotdeauna stabila
[Quan s.a., 2009], deoarece aceasta clasd de
informatii este pierdutd iar precizia nu este
determinatd numai de numarul de perechi de baze.

2.3.2 RNA partial recurente de tip Elman

Reteaua neuronald Elman este una din cele mai
simple, putand fi antrenatd cu ajutorul algoritmului
standard cu propagarea inapoi a erorii [3].

O retea Elman este constituitd din doud sau mai
multe nivele de unitati functionale in care pe langa
conexiunile specifice retelelor feed-forward exista
si conexiuni inverse de la nivelele de unitati ascunse
catre nivelul de intrare [Zaharia, 2009]. Pentru a
tine minte iesirile unitatilor ascunse Elman
introduce unitdti de context care reprezinta un fel de
memorie de scurtd durata (short-term memory)
[Florea, 2005]. Unitdtile contextuale si conexiunile
inverse (prin care starea de la momentul anterior a
unitatilor ascunse infuenteaza starea curentd) permit
retelei sa detecteze "structura" unor serii temporale.
Unitatile ascunse sunt modelat de functii sigmoidale
de activare (functia implicita este tanh) iar unitatile
de iesire au functii liniare de activare (purelin)

Fig. 9 Retea neuronala de tip Elman
Intr-o retea Elman neuroni context sunt alimentati
de neuroni de iesire, nu de cei ascunsi [Perervenko,
2015]. in plus, nu exista nici un feedback direct in
neuroni context. Intr-o retea Elman numirul de
context si ascunse neuroni trebuie sia fie aceeasi.
Principalul avantaj al retelelor Elman este faptul ca
numarul de neuroni de context nu se defineste prin
numarul de iesiri ceea ce face mai flexibila retea.
Neuroni ascunse pot fi usor adaugate sau luat, spre
deosebire de numarul de iesiri.

Functionarea retelei este descrisa de ecuatiile [3]:
X+ =W - X G+DI UG (10)
X(j+D=X()) (11)
YG+)=W"-X(j+1) (12)

unde:

W™ - matricile ponderilor legaturilor dintre stratul
de context si stratul ascuns;

W™ - matricile ponderilor legaturilor dintre stratul
de intrare si stratul ascuns;

W - matricile ponderilor legaturilor dintre stratul
ascuns si stratul de iesire;

¢ - este o functie vectoriala liniara sau neliniarg;
Daca reteaua Elman contine doar neuroni cu functii
de activare liniare (10) devine:

XG+D=W X G+DI-UG) (13
Conform algoritmului standard de antrenare cu

propagare 1napoi a erorii, modificarea matricii
(vectorului) ponderilor se face dupa relatia:

A — Q)

ow (14)

Rezultand urmatorul algoritm de adaptare (in cazul
liniar):

AW =n-(d())=y())- X" ()
AW =n-(d(j) = y(/)- X" -u())
‘ L oox, ()
Aw,  =1n-(d())=y())-wy 27(1)
Wi (15)
‘str'at

strat
ascuns

strat
intrare

a
s%‘at context

Fig. 10 Reteaua Elman extinsa
Prin adaugarea la nivelul neuronilor stratului de
context, a unei conexiuni de autoreactie, ponderata
prin intermediul unei valori fixe, subunitare a se
obtine Reteaua FElman extinsd [Ling Li s.a.],
descrisa de ecuatiile:

AW =n-(d()=y(j)- X" ())
AW =n-(d(j) = y()) X" u())

s . . « 0x,, ()
Aw,  =n-(d(j)— Y A
w, =1-(d(j)=y())w, o
unde Z20) _xer (- x7 (o4 ZnU 2D
" o (16)

in concluzie si retelele neuronale Elman sunt
aproximatori universali, putdnd fi teoretic antrenate
sd aproximeze cu o eroare € orice functie continud,
liniara sau neliniara, mono sau multivariabila.

O analiza a pietei de capital Eurostoxx50
utilizand algoritmi de invatare cu propagare inapoi in
retele neuronale Elman este realizata in [Marques &
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Gomes, 2010], unde prin aplicarea aplicarea
strategiei stoparea pierderii cu reintoarce maxima
(stop-loss maximum return — SLMR) s-a realizat o
imbunatatire cu 58% a indicatorului IMA (moving
average calculation) adica cu 15 % mai bun decat cel
mai bun indicator de deplasare mediu.

3 STUDIU DE CAZ

Avand in vedere relatia de interdependentd
care existd intre fenomenele macroeconomice si
microeconomice, in cercetare am luat in considerare
si indicatori macroeconomici care au influenta
asupra unei agentilor economici.

Indicatorii luati in considerare pentru perioada
2007-2014 sunt [14, 15]:

e Indicele preturilor de consum (media pe an)

o Indicele preturilor productiei industriale:

1. Total industrie (media pe an)
2. Industria bunurilor de folosinta
indelungata (media pe an).

Acesti indicatori impreuna cu cifra de afaceri
realizata de S.C. Black Sea Suppliers S.R.L., pe
aceeasi perioada, au fost considerati ca baza de date
pentru predictie.

Pentru studiu am utilizat softul Visual Gene
Developer 1.7 - VGD (Build 762 — 28 nov 2014,
soft care nu necesita licenta — freeware) dezvoltat de
catre Department of Chemical Engineering and
Materials Science — University of California-Davis
si este realizat pe baza unui algoritm standard de
invatare cu propagare inapoi.

In tabelul 1 sunt prezentate seriile de numere reale.

Tabelul 1. Datele de intrare si iesire

Indicele preturilor Cifra de
productiei industriale Indicele afaceria
Industria - S.C. Black
An preturilor

Total bunurilor Sea

de consum ~
industrie de folosinta Suppliers

indelungata S.R.L.

2007| 100,8191667| 100,4633333| 101,0258333| 413693820
2008| 101,5291667| 10127660067 101,331606067| 455247219
2009| 100,3373000| 100,4425000| 100,37383333| 293670549
2010| 100, 7691667| 100,2833333| 100,64416067| 262003409
2011) 100,5408333| 100,2616667| 100,2583333| 289288529
2012) 100,3966667| 100,2433333| 100, 4050000 278114728
2013) 115,2466667| 109,6383333| 100,1308333| 274130350

Tabelul 2 Datele de intrare si iesire demultiplicate

INPUT OUTPUT
Indicele preturilor Cifra de
ieii i afaceri a
productiei industriale Indicele
Industria _ 5.C. Black
An preturilor
Total bunurilor Sea
_| de consum -
industrie de folosinta Suppliers
indelungatsd S.R.L.
2007 0,0081917 0,0046333 0,0102583| 0,4136938|
2008 0,0152917 0,0137667 0,0133167| 0,4552472
2009 0,0033750 0,0044250 0,0037833| 0,2936705]
2010 0,0076917 0,0038333 0,0064417| 0,2620085|
2011 0,0054083 0,0026167 0,0025833| 0,2892885|
2012 0,0039667 0,0024333 0,0040500| 0,2781147)
2013 0,1524667 0,0963833 0,0013083| 0,2741304
2014 0,1761917 0,1105667 0,0006917| 0,2808718|

In studiu am luat in considerare urmitoarele
configuratii de retele neuronale (neural network
configuration):

a) Numadr de variabile de intrare — 3 (Total
industrie, Industria bunurilor de folosinta
indelungata, Indicele preturilor de consum)

b) Numar de variabile de iesire — 1 (cifra de
afaceri a S.C. Black Sea Suppliers S.R.L.)

¢) Numdrul de staturi ascunse — 1, 2 si 3

d) Numaérul de noduri pe strat ascuns — 10

e) Rata de invatare — 0,01

f) Functia de transfer — tangenta hiperbolica

g) Numarul de cicluri:

1) 639.000 - 3 straturi / 10 noduri;
2) 790.000 - 2 straturi/ 10 noduri;
3) 1.535.000 - 1 strat / 10 noduri;
h) Eroarea tintd — 0,00001
Dupa stabilirea configuratiei retelei neuronale, au
fost incarcate setul de date de antrenare (Fig.11 a) si
setul de date pentru care se va face predictia (Fig.11

b).
=] Neural Network - Training Set [6 sets] ==
[z Open pattern | [ Save pattern | [ Paste alldata |53 Copy - includetitles

In1 In2 In3 Out1 Pred Out1
» 00046333 | 00102583 | 04136938
0.0152917 0.0137667 0.0133167 04552472
0.0033750 0.0044250 0.0037833 0.2936705

0.0076917
0.0054083
0.0039667

0.0038333
0.0026167
0.0024333

0.0064417
0.0025833
0.0040500

02620085
02892885
02781147

@ oW N

a) setul de date de antrenare

=] Neural Network - Prediction Set (2 sets] ==
|7 Open pattern | | Save pattem | [ Paste Inputdata |52 Copy = includetitles

2014) 117,6191667| 111,0566667| 100,0691667| 280871767

Deoarece  VGD lucreazd cu serii de numere
cuprinse 1n intervalul inchis [-1, 1] acestea trebuie
demultiplicate astfel incat sa se obtina serii
subunitare (ex.: 785,56 trebuie demultiplicat cu
1000 si se obtine 0,78556)

In 1 In2 In3 Pred. Out 1
P 0.1524667 0.0963833 0.0013083
= 2 0.1761917 0.1105667 0.0006917

b) setul de date pentru predictia
Fig. 11 Introducerea datelor experimentale

In urma rularii s-au obtinut datele prezentate in
tabelul urmétor.

Tabelul 3 Predictia
Predictie
Real 3 straturi % 2 straturi " 1strat P
ascunse ascunse ascuns

0.27413035| 0.2800955|102.176%/| 0.2819980| 102.870%( 0.2815778| 102.717%
0.280871767| 0.2747167| 97.809%| 0.2737176| 97.453%| 0.2740587) 97.574%
0.555002117| 0.5548122| 99.966%| 0.5557156|100.129%| 0.5556365|100.114%

Iteratii 639000 790000 1535000
Timp predictie 12 min 49 sec|

4 min 1sec 28 min 4 sec|
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Se observa ca predictia cu 3 straturi ascunse
are cea mai mica eroare totala (0,034%) si ciclul cel
mai mic de iteratii. Timpul de predictie este
influentat de granulatia de iteratii. Astfel cu cat se
doreste un numar de iteratii mai precis pentru a avea
eroare cat mai mica, timpul de invatare creste. Se
observa ca la experimentul cu 3 si 1 straturi ascunse
pentru iteratie au fost luate in considerare miile, pe
cand la 2 staturi ascunse zecile de mii.

Modul de invatare precum si traseele utilizate
in procesul de predictie sunt prezentate in figura 12.

- \

B, >

s

| : \‘\ ~;\-_....:_

a) 3 straturi ascunse b) 2 straturi ascunse ¢) 1 strat ascuns
cu 10 noduri
Fig. 12 Fluxul de informatii intre straturile

si nodurile ascunse

In diagrame, culoarea rosic corespunde
numerelor pozitive mari (care tind catre +1) iar
violet numerelor negative mari (care tind catre -1).
Latimea liniei este proportionald cu factorul de
greutate in valoare aboluta sau valoarea de prag.

Harta de analiza a predictiei a fost setatd pentru
3 intréri, hartd care analizeazd influenta reciproca
datelor de intrare. in figura 13 sunt prezentate
evolutia influentelor reciproce ale intrarilor sub
forma de triunghi. In prima treime a iteratiilor (0-
231000) se observa tatonarea intregii suprafete a
triunghiului pe intervalul [0, 1] pentru stabilirea si
invatarea algoritmului de predictie. In ultimele doua
treimi ale iteratiilor (231000-693000) se observa ca
reteaua neuronald a Invatat modul de constructie al
algoritmului iar variante de crestere a performantei
nu mai sunt disponibile.

639000

426000
Fig. 13 Evolutia influentelor reciproce ale intrarilor

213000

7

Evolutia coeficientului de regresie r° si a pantei
sunt prezentate in figura 14. Se observa ca dupa
primele 10.000 de iteratii coeficientii de regresie au
ajuns in apropierea pozitiilor finale iar panta se
apropie dupa 100.000 de iteratii si ea de aceastd
pozitie.

1000 10000 100000

213000 426000 639000
Fig. 14 Evolutia coeficientului de regresie si a pantei

Tabelul 4 valorile coeficientilor la diferite iteratii

Coeficient
Iteratia| regresie Panta Intersectie ¥
(r2)

1000( 0.1173852(-0.0010200( 0.03323320
10000| 0.7744763| 0.0292900| 0.32218950
S0000( 0.7702196| 0.6994250| 0.11836070
100000( 0.8006868| 0.7767784| 0.08454540
213000( 0.8129984| 0.7906055| 0.07917986
420000( 0.8270035| 0.8024670( 0.07527208
635000( 0.8310586| 0.8197635| 0.05050075
Grafic evolutia celor trei indicatori este

prezentata in figura 15.

Evolutia coeficientilor de invatare in functie de

numérul de iteratii

09

0.8

07

05

DEI

s
/
/

04

0.3

Py
02
01

0.0
-01 &

=Coeficient regresie (r2)
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Fig. 15 Reprezentarea grafici a celor trei indicatori

Graficul din figura 15 este caracterizat de doua

zone: zona de cautare (ripuri moderate) si zona de
stabilitate cu evolutie catre atenuare si liniaritate. Se
observa ca evolutia pantei si a coeficientul de
regresie se urmaresc reciproc iar coeficientul de
intersectie al axei Y tinde cdtre punctul 0 (origine),
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moment 1n care predictia este foarte precisa avand o
eroare de 0,00001.

4 CONCLUZII

Astfel de modele ofera avantaje datorita
si noduri a capacititii lor de a copia modul de
functionare al neuronilor deci a se comporta ca
un intreg.

Se observa ca fiecare componentd are
limitiri in prelucrarea informatiei de intrare,
ascunse si de iesire.

Rezultatele studiului demonstreaza ca se pot
obtine rezultate cu eroare foarte mica daca se iau
in considerare seturi de date care si
caracterizeze cat mai bine fenomenul analizat n
cazul 1n care este numai o singura iesire.

In cazul in care existd mai multe iesiri (4-6),
rezultate experimentale actuale care sunt in faza
incipientd (nefinalizate), prezintd erori mari
datorita ~ complexitdtii  fenomenului.  De
mentionat este faptul ca graficul test incearca sa
copieze graficul original cu un anumit grad de
multiplicare/demultiplicare a setului de date.

Analiza seturilor de date de tip Multi-Input—
Multi-Output  (MIMO) cu ajutorul retelelor
neuronale fac obiectul cercetdrii viitoare. Tinta
finald o reprezintd o analizd hibridd retele
neuronale - fuzzy logic.
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